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1. Többdimenziós normális eloszlás

1.1. Véletlen vektorváltozók

Az 1.1 és 1.2 fejezetek nagyrészt a Csörgő jegyzetből valók ([2, 33. fejezet]).
Legyen X> = (X1, . . . , Xk) véletlen vektor az (Ω,A,P) valószínűségi

mezőn. Ha E(|Xj|) < ∞ és mj = E(Xj) , 1 ≤ j ≤ k , akkor az m> =
(m1, . . . ,mk) jelöléssel, a várható értéket komponensenként véve E(X) = m
az X véletlen vektor várható érték vektora. Ha a szórások is végesek, azaz
E(X2

j ) < ∞ , 1 ≤ j ≤ k , akkor a σjl = Cov(Xj, Xl) kovariancia definiált
minden 1 ≤ j, l ≤ k párra. A kovarianciákból képzett k × k-as

Σ = ΣX =

σ11 . . . σ1k
... . . . ...
σk1 . . . σkk

 = E
(
(X−m)(X−m)>

)
= Cov(X)

szimmetrikus mátrixot X kovarianciamátrixának nevezzük.

A k × k-as A mátrix pozitív szemidefinit, ha a

x>Ax =
∑
i,j

ai,jxixj ≥ 0

minden x ∈ Rk esetén, és pozitív definit, ha az x>Ax kvadratikus alak pozitív
minden x 6= 0> = (0, . . . , 0) vektor esetén. Egy nemnegatív definit mátrix
pontosan akkor pozitív definit, ha nemszinguláris, azaz detA 6= 0.

1.1. Állítás. A kovarianciamátrix szimmetrikus, pozitív szemidefinit mátrix.

Bizonyítás. Legyen x = (x1, . . . , xk) ∈ Rk tetszőleges vektor. Ekkor

0 < D2

(
k∑
i=1

xkXk

)
= x>Cov(X)x.

Ha σ2
j > 0 , 1 ≤ j ≤ k , akkor definiálhatjuk a %jl = %(Xj, Xl) =

σjl/(σjσl) , 1 ≤ j, l ≤ k korrelációs együtthatókat. Legyen

R =

%11 . . . %1k
... . . . ...
%k1 . . . %kk

 és D0 =

σ1 0
. . .

0 σk

 .

A szimmetrikus nemnegatív definit R = RX mátrix az X korrelációmátrixa.
Most is det(R) ≥ 0 , és %11 = · · · = %kk = 1 . A D0 diagonális mátrix a
Σ = D0RD0 azonosság miatt hasznos.
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1.2. Definíció. Legyenek X1, . . . , Xk olyan véletlen változók, melyeknek Σ
kovarianciamátrixa létezik. Akkor mondjuk, hogy az X1, . . . , Xk változók li-
neárisan függetlenek, ha a P

{∑k
j=1 xj(Xj −mj) = 0

}
= 1 egyenlőség esetén

x2
1 + · · ·+ x2

k = 0 , azaz (x1, . . . , xk) = (0, . . . , 0).

Gondoljuk meg, hogy a definíció szemléletesen azt jelenti, hogyX1, . . . , Xk

pontosan akkor függőek, ha az X = (X1, . . . , Xk)
> véletlen vektor 1 valószí-

nűséggel egy hipersíkra koncentrált, azaz az eloszlás degenerált.

1.3. Állítás. Legyen X> = (X1, . . . , Xk) véletlen vektor, melyre E(X2
j ) <

∞ , 1 ≤ j ≤ k , E(X) = m és Cov(X) = Σ .
i) A következő öt állítás ekvivalens: Σ pozitív definit; R pozitív definit;

det Σ > 0; detR > 0; X1, . . . , Xk lineárisan függetlenek.
ii) Ha r ∈ N, A ∈ Rr×k és b ∈ Rr, akkor E(AX + b) = Am + b és

Cov(AX + b) = AΣA> .

Bizonyítás. i) Az első négy állítás ekvivalenciája világos. Belátjuk, hogy a
változók pontosan akkor lineárisan függőek, ha det Σ = 0. Vegyük észre,
hogy

∑k
j=1 xjXj pontosan akkor determinisztikus, ha a szórásnégyzete 0,

azaz D2(
∑k

j=1 xjXj) = x>Cov(X)x = 0.
A ii) igazolása egyszerű számolás.

1.4. Feladat. Bizonyítsuk be az állítást!

1.2. Többdimenziós normális eloszlás

Legyenek Z1, . . . , Zk független standard normális eloszlású véletlen változók
egy (Ω,A,P) valószínűségi mezőn. Ekkor Z> = (Z1, . . . , Zk) kovariancia-
mátrixa I = (δjl)

k
j,l=1 a k×k-as egységmátrix. Ekkor Z k-dimenziós standard

normális eloszlású véletlen vektorváltozó, jelben Z ∼ Nk(0, I). A függetlenség
miatt Z sűrűségfüggvénye

f0,I(x) =
1

(2π)k/2
e−

1
2
|x|2 =

1

(2π)k/2
e−

1
2
〈x,x〉 , x ∈ Rk ,

Persze ha egy Z véletlen vektor Z ∼ Nk(0, I) eloszlású, akkor komponensei
szükségképpen független standard normálisok.

Legyenek A ∈ Rk×k és m ∈ Rk tetszőlegesek, Z ∼ Nk(0, I). Tekintsük az
X = AZ+m k-dimenziós véletlen vektort. Az 1.3 Állítás szerint E(X) = m,
Σ := Cov(X) = AIA> = AA>.

Legyen Σ ∈ Rk×k szimmetrikus nemnegatív definit mátrix, és tekintsük
λj sajátértékeit és xj ∈ Rk sajátvektorait, azaz Σxj = λxj , j = 1, . . . , k .
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Alapvető eredmény lineáris algebrából, hogy az x1, . . . , xk sajátvektorokból
ortogonális U mátrix képezhető, és a D = U>ΣU mátrix, ill. ennek D0 négy-
zetgyöke a következő alakú:

D =

 λ1 0
. . .

0 λk

 és D0 =


√
λ1 0

. . .
0

√
λk

 .

Mivel Σ nemnegatív definit, ezért λ1 ≥ 0, . . . , λk ≥ 0 , azaz D0 valóban
definiálható valós mátrix. Bevezetve az A = UD0 mátrixot látjuk, hogy

AA> = UD0(UD0)> = UD0D
>
0 U
> = UD0D0U

> = UDU>,

azaz AA> = Σ . [Emlékeztetünk, hogy egy U = (ujl)
k
j,l=1 mátrix akkor or-

togonális, ha
∑k

j=1 uljumj = δlm , 1 ≤ l,m ≤ k , vagyis oszlopai (sorai)
merőlegesek egymásra és normáltak. Ekkor persze U−1 = U> .]

Ezzel beláttuk, a következőt.

1.5. Állítás. Adott Σ ∈ Rk×k szimmetrikus pozitív szemidefinit mátrixhoz és
m ∈ Rk vektorhoz létezik olyan véletlen, melynek Σ a kovarianciamátrixa, és
m a várható érték vektora.

1.6. Definíció. A k-dimenziós X véletlen vektor normális eloszlású, ha van
olyan m ∈ Rk, A ∈ Rk×k, és Z k dimenziós standard normális vektorváltozó,
hogy

X = AZ + m.

Ekkor X ∼ Nk(m,Σ), ahol m ∈ Rk és Σ = AA> szimmetrikus nemnegatív
definit mátrix. Ekkor E(X) = m és Cov(X) = Σ .

Ha Σ szinguláris, azaz det Σ = 0, akkor az 1.3 Állítás szerint X ∼
Nk(m,Σ) koordinátái lineárisan függőek, és így X degenerált abban az érte-
lemben, hogy majdnem biztosan egy k-nál kisebb dimenziós hipersíkra kon-
centrált. Ekkor persze eloszlása nem lehet folytonos.

A nemdegenerált esetben az Nk(m,Σ) eloszlás folytonos és sűrűségét is
meg tudjuk határozni.

1.7. Állítás. Jelölje X véletlen vektor Nk(m,Σ) normális eloszlású, ahol
m ∈ Rk és Σ ∈ Rk×k szimmetrikus pozitív definit kovarianciamátrix. Ekkor
X folytonos és sűrűségfüggvénye

fm,Σ(x) =
1

(2π)k/2
√

det Σ
e−

1
2

(x−m)>Σ−1(x−m), x ∈ Rk .
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Bizonyítás. Legyen Z ∼ Nk(0, I) . Ekkor AZ + m ∼ Nk(m,Σ), ahol A az a
fent definiált k × k-as mátrix, melyre Σ = AA> . Ekkor A is nemszinguláris,
hiszen 0 6= det(Σ) = det(A) det(A>). Legyen M : Rk → Rk az a lineáris
transzformáció, melyre M(x) = A−1(x−m) , x ∈ Rk . Tetszőleges B Borel-
halmazra

P(X ∈ B) = P(AZ + m ∈ B) = P(Z ∈M(B))

=

∫
M(B)

1

(2π)k/2
e−

1
2
|y|2λk(dy)

=

∫
B

1

(2π)k/2
e−

1
2
|A−1(x−m)|2|det(A−1)|λk(dx)

=

∫
B

1

(2π)k/2|det(A)|
e−

1
2
〈A−1(x−m),A−1(x−m)〉λk(dx)

=

∫
B

1

(2π)k/2
√
|det(Σ)|

e−
1
2
〈(A−1)TA−1(x−m),x−m〉λk(dx)

=

∫
B

1

(2π)k/2
√

det(Σ)
e−

1
2
〈Σ−1(x−m),x−m〉λk(dx)

=

∫
B

fm,Σ(x) dx ,

ahol felhasználtuk azt az egyszerű tényt, hogy (A−1)> = (A>)−1 .

Tekintsük a Σ = UDU> spektrálfelbontást, ahol D diagonális, U pedig
ortogonális. Bevezetve a z = U>(x − m) változót (vegyük észre, hogy ez
a transzformáció egy eltolás majd egy forgatás), a sűrűségfüggvényben az
exponens

(x−m)>Σ−1(x−m) = (x−m)>UD−1U>(x−m)

= z>D−1z

=
k∑
i=1

1

λi
z2
i ,

alakra hozható. Innen látjuk, hogy a sűrűségfüggvény szintvonalai ellipszoi-
dok.

A sűrűségfüggvény explicit alakjából azonnal adódik a következő állítás.

1.8. Állítás. Az X1, X2, . . . , Xk együttesen normális eloszlású véletlen vál-
tozók pontosan akkor függetlenek, ha kovarianciamátrixuk diagonális.

A következő állítás szerint a többváltozós normális eloszlások osztálya
zárt a lineáris transzformációkra nézve.
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1.9. Állítás. Ha X ∼ Nk(m,Σ) , b ∈ Rr , r ∈ N, és A ∈ Rr×k, akkor
AX + b ∼ Nr(Am + b, AΣA>) .

Legyenek Y1, . . . , Yn független, standard normálisok. Ekkor A
∑n

i=1 Y
2
i

véletlen változó n-paraméterű χ2-eloszlású.
Az 1.9 Állítás szerint az egydimenziós esetben megszokott módon lehet

standardizálni.

1.10. Következmény. Ha X ∼ Nk(m,Σ), és Σ = AA>, akkor
1. Y = A−1(X−m) ∼ Nk(0, Ik).
2. (X−m)>Σ−1(X−m) ∼ χ2(k).

Bizonyítás. Az első állítás az 1.9 Állítás következménye, míg a második kö-
vetkezik a χ2-eloszlás definíciójából és az elsőből.

Az 1.9 Állítás speciális esete a következő.

1.11. Következmény. Ha X ∼ Nk(m,Σ) , akkor minden t ∈ Rk esetén
〈t,X〉 ∼ N (〈t,m〉, t>Σt), ha t>Σt > 0 és 〈t,X〉 degenerált – majdnem
biztosan 〈t,m〉 – ha t>Σt = 0 .

A többdimenziós normális eloszlás számos szép tulajdonsága ismert. Itt
csak további kettőt említünk: Az 1.7 Állítás megfordítása is igaz, nevezetesen
ha X ∼Nk(m,Σ) és X eloszlása abszolút folytonos, akkor Σ pozitív definit.
Az utóbbi következmény megfordítása is igaz, azaz a következményben meg-
fogalmazott tulajdonság karakterizálja a normális eloszlást.

1.3. Paraméterek ML becslése

Itt Johnson, Wichern [3, Chapter 4.3] jegyzetet követjük.
Legyenek X1,X2, . . . ,Xn független Nk(m,Σ) eloszlású véletlen vektorok.

A következőkben megadjuk (m,Σ) maximum likelihood becslését. A függet-
lenség miatt az együttes sűrűségfüggvény

f(x1, . . . ,xn) =
n∏
j=1

1

(2π)k/2|Σ|1/2
e−

1
2

(xi−m)>Σ−1(xi−m)

=
1

(2π)nk/2|Σ|n/2
exp

{
−1

2

n∑
i=1

(xi −m)>Σ−1(xi −m)

}
.

Az alábbi jól ismert lineáris algebrából.

1.12. Feladat. Egy négyzetes mátrix nyoma a főátlóban lévő elemeinek
összege, azaz tr(A) =

∑k
i=1 aii. Igazoljuk, hogy
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1. tr(BC) = tr(CB), ahol B ∈ Rk×`, C ∈ R`×k (azaz a nyom ciklikus);
2. x>Ax = tr(x>Ax) = tr(Axx>), ahol A ∈ Rk×k, x ∈ Rk;
3. ha A szimmetrikus mátrix, akkor trA =

∑k
i=1 λi, ahol λi-k az A saját-

értékei.

A Steiner-formula magasabb dimenziós megfelelője az alábbi. A bizonyí-
tás az egydimenziós esethez hasonlóan egyszerű.

1.13. Feladat. Többdimenziós Steiner-formula. Igazoljuk, hogy tetszőleges
x1, . . . ,xn ∈ Rk, v ∈ Rk esetén

n∑
i=1

(xk − v)(xk − v)> =
n∑
i=1

(xk − x)(xk − x)> + n(x− v)(x− v)>,

ahol x = n−1
∑n

i=1 xi.

A levezetésnél szükségünk lesz az alábbi egyszerű állításra.

1.14. Feladat. Legyen Σ pozitív definit szimmetrikus mátrix. Igazoljuk,
hogy ha Σx = λx, akkor Σ−1x = λ−1x, és Σ−1 pozitív definit!

A nyom ciklikusságát és a Steiner-formulát felhasználva, némi számolás
után kapjuk, hogy

n∑
i=1

(xi −m)>Σ−1(xi −m) = tr

(
Σ−1

n∑
i=1

(xi − x)(xi − x)>

)
+ n(x−m)>Σ−1(x−m),

ahol

xn = x =
1

n

n∑
i=1

xi. (1)

A formulát beírva a sűrűségfüggvénybe, és áttérve a likelihood függvényre
(ami persze ugyanaz, csak az argumentum változott)

L(m,Σ) =
1

(2π)nk/2|Σ|n/2
×

× exp

{
− 1

2
tr

(
Σ−1

n∑
i=1

(xi − x)(xi − x)>

)

− 1

2
n(x−m)>Σ−1(x−m)

}
.

(2)
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Mivel pozitív definit mátrix inverze is pozitív definit (lásd 1.14 Feladat), ezért
y>Σ−1y ≥ 0, tehát a L maximuma m-ben

m = x.

Mivel ez nem függ Σ-tól, ezért egyszerűen beírhatjuk a formulába, és ma-
ximalizálhatunk Σ-ban, ami érdekesebb feladat, hiszen egy pozitív definit
mátrixban keressük a maximumot. Kapjuk, hogy

L(x,Σ) =
1

(2π)nk/2|Σ|n/2
exp

{
−1

2
tr

(
Σ−1

n∑
i=1

(xi − x)(xi − x)>

)}
. (3)

A szélsőérték-feladatot a következő állítás segítségével oldjuk meg.

1.14.1. Lemma. Legyen B ∈ Rk×k szimmetrikus pozitív definit mátrix, b >
0. Tetszőleges Σ ∈ Rk×k pozitív definit mátrixra

1

|Σ|b
exp

{
−1

2
tr(Σ−1B)

}
≤ 1

|B|b
(2b)kbe−bk.

Továbbá pontosan akkor teljesül egyenlőség, ha Σ = 1
2b
B.

Bizonyítás. Tekintsük a B = UDU> spektrálfelbontást, és legyen B1/2 =
UD1/2U>. Legyenek λ1, . . . , λk a B1/2Σ−1B1/2 pozitív definit mátrix sajátér-
tékei. A nyom ciklikussága miatt

tr(Σ−1B) = tr(B1/2Σ−1B1/2) =
k∑
i=1

λi.

Mivel |B1/2Σ−1B1/2| =
∏k

i=1 λi = |B|/|Σ|, így

1

|Σ|b
exp

{
−1

2
tr(Σ−1B)

}
=

(∏k
i=1 λi

)b
|B|b

e−
1
2

∑k
i=1 λi =

1

|B|b
k∏
i=1

λbi e
− 1

2
λi .

Egyszerű számolás mutatja, hogy a xbe−x/2 függvény a maximumát az x = 2b
helyen veszi fel, ahonnan az egyenlőtlenség már adódik. Egyenlőség pontosan
akkor van, ha

λ1 = . . . = λk = 2b,

ami pedig éppen azt jelenti, hogy Σ = 1
2b
B.
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A lemmából következik, hogy (3) formulában a maximum a

Σ =
1

n

n∑
i=1

(xi − x)(xi − x)>

helyen vétetik fel. Ezzel beláttuk a következőt.

1.15. Tétel. A többdimenziós normális eloszlásnál az (m,Σ) pár maximum
likelihood becslése

m̂ =
1

n

n∑
i=1

Xi = Xn,

Σ̂ =
1

n

n∑
i=1

(Xi −X)(Xi −X)> =
1

n
S.

A várható érték becslése torzítatlan, míg a kovarianciamátrix becslése
csak aszimptotikusan torzítatlan.

1.16. Feladat. Igazoljuk, hogy

EX = m, E
1

n
S =

n− 1

n
Σ.

A konzisztencia egyszerűen következik a nagy számok törvényéből.

1.17. Feladat. Igazoljuk, hogy

Xn →m, és
1

n
S → Σ, amint n→∞,

egy valószínűséggel, és (persze ebből már következik) gyengén.

A továbbiakban a Bolla és Krámli [1, 5.4 fejezet] jegyzetét követjük.

1.18. Definíció. Egy W ∈ Rk×k véletlen mátrix n szabadsági fokú és Σ
kovarianciájú Wishart-mátrix, jelben W ∼ Wk(n,Σ), ha W = XX>, ahol
X ∈ Rk×n véletlen mátrix oszlopai független Nk(0,Σ) eloszlású normálisok.
Ha Σ = Ik akkor standard Wishart-eloszlásról beszélünk.

Az alábbi az 1.9 Állítás egyszerű következménye.

1.19. Állítás. Legyen Σ ∈ Rk×k pozitív definit. Ekkor W ∼ Wk(n,Σ) pon-
tosan akkor, ha Σ−1/2WΣ−1/2 ∼ Wk(n, Ik).

1.20. Feladat. Lássuk be az állítást!
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A következő tétel, mely Lukács Jenő tételének többdimenziós változata,
a Hotelling-féle T-eloszlás tulajdonságainál lesz fontos.

1.21. Tétel. Legyenek X1, . . . ,Xn független Nk(m,Σ) eloszlású véletlen vál-
tozók. Ekkor X ∼ Nk(m,Σ/n), S ∼ Wk(n− 1,Σ), és X és S függetlenek.

Bizonyítás. Legyen V ∈ Rn×n egy olyan ortogonális mátrix, melynek utolsó
sora (1/

√
n, . . . , 1/

√
n), különben tetszőleges. Legyen

Yi =
n∑
j=1

vijXj ∈ Rk.

Az Y = (Y1, . . . ,Yn) ∈ Rk×n jelöléssel

Y > = V X>.

Világos, hogy Y1, . . . ,Yn együttesen normálisok, és egyszerű számolás mu-
tatja, hogy

Cov(Yi,Yj) = δijΣ,

azaz Y1, . . . ,Yn függetlenek közös Σ kovarianciamátrixszal. Mivel V ortogo-
nális, és az utolsó sor minden komponense egyenlő, ezért a többi sorösszeg 0,
tehát

EYi = δin
√
nm.

Vegyük észre, hogy
n∑
i=1

YiY
>
i = Y Y > = XV >V X = X>X =

n∑
i=1

XiX
>
i ,

és Yn =
√
nX. Tehát

S =
n∑
i=1

(Xi −X)(Xi −X)>

=
n∑
i=1

XiX
>
i − nXX

>

=
n∑
i=1

YiY
>
i −YnY

>
n

=
n−1∑
i=1

YiY
>
i ,

amiből már adódik az állítás.

10



1.4. Hotelling-féle T 2 eloszlás

Emlékeztetünk, hogy a Fisher-féle F-eloszlás független χ2 eloszlású változók
hányadosa. Azaz F ∼ F(m,n), ha X ∼ χ2(m), Y ∼ χ2(n), X és Y függetle-
nek, és

F =
X/m

Y/n
;

informálisan F(m,n) = χ2(m)/m
χ2(n)/n

.

1.22. Tétel (Hotelling). Legyenek W ∼ Wk(n,Σ), ξ ∼ Nk(0,Σ) függetlenek.
Ekkor T 2 = ξ>W−1ξ jelöléssel

n− k + 1

k
T 2 ∼ F(k, n− k + 1).

A bizonyítás a következő két segédtételen alapszik.

1.22.1. Lemma. Legyen X ∈ Rk×n független standard normálisokból álló mátrix, és Q ∈ Rn×n egy
X-től független véletlen ortogonális mátrix. Ekkor XQ ∈ Rk×n elemei független standard normálisok,
melyek függetlenek Q-tól.

Bizonyítás. Ez determinisztikus Q-ra világos, és mivel Q és X függetlenek, ezért Q-ra feltételesen minden
működik.

1.22.2. Lemma. Legyen X ∈ Rk×n, n > k, független standard normálisokból álló mátrix. Legyen
S = XX> ∈ Rk×k, és S1 = (sij)i,j≤k−1 ∈ R(k−1)×(k−1), azaz S1 az S utolsó sorának és oszlopá-
nak elhagyásával kapott mátrix. Ekkor

|S|
|S1|

∼ χ2(n− k + 1).

Bizonyítás. Legyen Q ∈ Rn×n egy olyan véletlen ortogonális mátrix, melynek első oszlopa Q·1 = R−1X1·,
ahol R = |X1·| =

√∑n
i=1X

2
1i. Ekkor

S = XX> = XQQ>X> =


R 0 . . . 0

X̃21 X̃22 . . . X̃2n

...
...

. . .
...

X̃k1 X̃k2 . . . X̃kn



R X̃21 . . . X̃k1

0 X̃22 . . . X̃k2

...
...

. . .
...

0 X̃2n . . . X̃kn

 . (4)

Másrészt

XQ =


R 0 . . . 0

X̃21 1 . . . 0
...

...
. . .

...
X̃k1 0 . . . 1




1 0 . . . 0

0 X̃22 . . . X̃2n

...
...

. . .
...

0 X̃kn . . . X̃kn

 , (5)

ahol X̃ = (X̃ij)1≤i≤k−1;1≤j≤n−1 ∈ R(k−1)×(n−1) független standard normálisokból álló mátrix az előző
lemma szerint. Ekkor a (4) és (5) formulák szerint |S| = R2|X̃X̃>|. Ugyanezt el lehet játszani S1-re, hiszen
őt úgy kapjuk X-ből mint S-et, csak töröljük X utolsó sorát. Tehát |S1| = R2|(X̃X̃>)i,j≤k−2|. Azaz

|S|
|S1|

=
|X̃X̃>|

|(X̃X̃>)i,j≤k−2|
,
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ami éppen olyan hányados, mint a definícióban szereplő, csak független standard normálisokból álló X̃ ∈
R(k−1)×(n−1) véletlen mátrix (k − 1)× (n− 1)-es.

Tehát elég k = 2-re igazolni az állítást, utána működik az indukció. Na de ekkor, az S1 mátrix egy
szám, és X̃ ∈ Rn−1, ezért |X̃X̃>| ∼ χ2(n− 1) így

|S|
|S1|

=
R2|X̃X̃>|

R2
= |X̃X̃>| ∼ χ2(n− 1),

amint állítottuk.

Az 1.22 tétel bizonyítása.. A

T 2 = ξ>Σ−1/2(Σ−1/2WΣ−1/2)−1Σ−1/2ξ

előállításban Σ−1/2ξ ∼ Nk(0, Ik) és Σ−1/2WΣ−1/2 ∼ Wk(n, Ik). Emiatt feltehető, hogy Σ = Ik. Legyen
Q olyan ξ-től függő ortogonális mátrix, hogy

ξ>Q = (0, 0, . . . , 0, |ξ|)>.

Ezzel a transzformációval

T 2 = ξ>QQ>W−1QQ>ξ = ((Q>WQ)−1)kk|ξ|2,

ahol persze |ξ|2 =
∑k

i=1 ξ
2
i ∼ χ2(k). Vegyük észre, hogy az egész (Q>WQ)−1 nekünk csak a jobb alsó

sarokban levő elem kell a ξ>Q vektor miatt. A W definíció szerint W = XX> alakú, amit beírva

((Q>WQ)−1)kk = ((Q>XX>Q)−1)kk.

Az inverzmátrix jobb alsó elem, az inverzmátrix alakjából következően, a (k − 1) × (k − 1)-es bal felső
aldetermináns és a determináns hányadosa. Az 1.22.2 Lemma szerint ennek reciproka éppen χ2(n− k+ 1)
eloszlású, és az 1.22.1 Lemma szerint ez független ξ-től. Ezzel az állítást igazoltuk.

1.5. Várható érték tesztelése

1.5.1. Ismert kovarianciamátrix esete

Egymintás eset. Legyenek X1, . . . ,Xn független Nk(m,Σ) eloszlású vekto-
rok, ahol a Σ pozitív definit kovarianciamátrix ismert. A következő hipotézist
vizsgáljuk:

H0 : m = m0 HA : m 6= m0.

EkkorH0 fennállása eseténXn ∼ Nk(m0, n
−1Σ), és így az 1.10 Következmény

szerint
t1 = n

(
X−m0

)>
Σ−1

(
X−m0

)
∼ χ2(k), (6)

azaz a próba χ2(k) eloszlású. Ez az egymintás u-próba többdimenziós válto-
zata.

Kétmintás eset. Legyenek X1, . . . ,Xn független Nk(m,Σ) eloszlású vekto-
rok és Y1, . . . ,Ym az X-ektől független Nk(m′,Σ) eloszlású vektorok, ahol
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a Σ pozitív definit kovarianciamátrix (közös!) ismert. A következő hipotézist
vizsgáljuk:

H0 : m = m′ HA : m 6= m′.

Ekkor az egymintás esethez hasonlóan H0 fennállása esetén Xn − Ym ∼
Nk(0, (n−1 +m−1)Σ), és így az 1.10 Következmény szerint

t2 =
nm

n+m

(
Xn −Ym

)>
Σ−1

(
Xn −Ym

)
∼ χ2(k),

azaz a próba χ2(k) eloszlású. Ez az kétmintás u-próba többdimenziós válto-
zata.

1.5.2. Ismeretlen kovarianciamátrix esete

Egymintás eset. Legyenek X1, . . . ,Xn független Nk(m,Σ) eloszlású vek-
torok, ahol a Σ pozitív definit kovarianciamátrix nem ismert. A következő
hipotézist vizsgáljuk:

H0 : m = m0 HA : m 6= m0.

A (6) próbastatisztikában most a kovarianciamátrixot a ML becslésével (1.15
Tétel) helyettesítjük. Ekkor a Σ helyére

Σ̂ =
1

n

n∑
i=1

(Xi −X)(Xi −X)> =
1

n
S

írva
T 2

1 = n
(
X−m0

)>
S−1

(
X−m0

)
(7)

próbastatisztikát kapjuk. Az 1.21 Tétel szerint S és X függetlenek, és ezért
H0 fennállása esetén az 1.22 Tétel szerint (n − k)/k · T 2

1 ∼ F(k, n − k). Ez
az egymintás t-próba többdimenziós változata.

Kétmintás eset. Legyenek X1, . . . ,Xn független Nk(m,Σ) eloszlású vekto-
rok és Y1, . . . ,Ym az X-ektől független Nk(m′,Σ) eloszlású vektorok, ahol a
Σ pozitív definit kovarianciamátrix (közös!) ismeretlen. A következő hipoté-
zist vizsgáljuk:

H0 : m = m′ HA : m 6= m′.

Legyen

S =
n∑
i=1

(Xi −X)(Xi −X)> +
m∑
i=1

(Yi −Y)(Yi −Y)>.
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Ekkor S és (X − Y függetlenek, így az egymintás esethez hasonlóan H0

fennállása esetén

T 2
2 =

nm

n+m

(
Xn −Ym

)>
S−1

(
Xn −Ym

)
statisztikára, az 1.22 Tétel szerint

n+m− k − 1

k
T 2

2 ∼ F(k, n+m− k − 1).

1.6. Többdimenziós CHT

Egydimenziós esetben is láttuk, hogy a normális eloszlás azért különösen
fontos, mert független véletlen változók összegének a normált és centrált ha-
táreloszlása. Ez a centrális határeloszlás-tétel, speciális esetben a de Moivre–
Laplace tétel. Ennek a többváltozós megfelelője is igaz. Először az eloszlásbeli
konvergencia fogalmát vezetjük be.

1.23. Definíció. Az Xn ∈ Rk véletlen vektorváltozók eloszlásban konvergál-
nak X ∈ Rk véletlen vektorhoz, ha tetszőleges olyan x = (x1, . . . , xk) ∈ Rk

pontra, ami folytonossági pontja az

F (x) = F (x1, . . . , xk) = P(X ≤ x) = P(X1 ≤ x1, . . . , Xk ≤ xk)

eloszlásfüggvénynek, teljesül, hogy

lim
n→∞

P(Xn ≤ x) = F (x).

Mivel a többdimenziós normális eloszlásfüggvénye folytonos, ezért a kon-
vergencia minden pontban teljesül. Ezek után kimondjuk a többdimenziós
CHT-t.

1.24. Tétel. CHT független, azonos eloszlású véletlen vektorokra Legyenek
X1, X2, . . . független azonos eloszlású véletlen vektorok Rk-ban véges Σ ko-
varianciamátrixszal és m várható érték vektorral. Ekkor az Sn =

∑n
j=1 Xj ,

n ∈ N , részletösszegekre

1√
n

(
Sn − nm

)
D→ Y, amint n→∞ , ahol Y ∼ Nk(0,Σ) .

Emiatt a tétel miatt a többdimenziós normálisra kapott próbák érvénye-
sek tetszőleges olyan véletlen vektorra, melynek létezik kovarianciamátrixa.
Ekkor persze csak nagy mintaelemszám esetén (n → ∞) érvényes a kapott
eredmény.
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2. Lineáris módszerek

2.1. Főkomponensanalízis

Legyen X ∼ Nk(m,Σ). Keressük X előállítását

X = VY + m

alakban, ahol V ∈ Rk×k ortogonális mátrix, Y ∈ Rk független komponensek-
ből álló k-dimenziós normális eloszlású véletlen vektor, 0 várható érték vek-
torral. Feltesszük továbbá, hogy Y komponenseinek a szórásnégyzete csök-
kenő. Mivel V ortogonális, így Y = V >(X−m), és

EYY> = V >UΛU>V,

ahol a Σ = UΛU> spektrálfelbontást használtuk. Mivel EYY> diagonális,
így V = U , és aY = U>(X−m) előállítást kapjuk. AzY vektor komponense-
it X főkomponenseinek nevezzük. Vegyük észre, hogy Y komponensei X−m
komponenseinek lineáris kombinációja; pontosabban, az Y = (Y1, . . . , Yk)

>

jelöléssel
Yi = 〈ui,X−m〉, i = 1, . . . , k,

ahol u1, . . . ,uk a Σ sajátvektorai.
A főkomponensfelbontás az alábbi optimalitási tulajdonság miatt fontos.

2.1. Tétel. Az Y1 szórásnégyzete maximális az 〈v,X −m〉 változók szórás-
négyzetei között, ahol |v| = 1, továbbá a maximum a v = u1 sajátvekto-
ron vétetik fel, értéke λ1. Az Y2 szórásnégyzete maximális az Y1-től független
〈v,X−m〉 változók szórásnégyzetei között, ahol |v| = 1, továbbá a maximum
a v = u2 sajátvektoron vétetik fel, értéke λ2. Általánosan, Y`, ` ∈ {2, . . . , k},
szórásnégyzete maximális az Y1, . . . , Y`−1 változóktól független 〈v,X−m〉 vál-
tozók szórásnégyzetei között, ahol |v| = 1, továbbá a maximum a v = u`
sajátvektoron vétetik fel, értéke λ`.

A bizonyítás a sajátvektorok következő maximumtulajdonságán múlik.

2.2. Tétel. Legyen A ∈ Rk×k szimmetrikus mátrix, és legyenek λ1 ≥ λ2 ≥
. . . ≥ λk az A sajátértékei, u1, . . . ,uk pedig a hozzájuk tartozó sajátvektorok.
Ekkor

max
|v|=1

v>Av = λ1,

és a maximum a u1 vektoron vétetik fel. Továbbá, tetszőleges ` ∈ {2, . . . , k}
esetén

max
{
v>Av : |v| = 1,v⊥span{u1, . . . ,u`−1}

}
= λ`,

és a maximum a u` sajátvektoron vétetik fel.
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Bizonyítás. Az egyszerűség kedvéért tegyük fel, hogy λ1 > λ2 > . . . > λk,
azaz minden sajátérték multiplicitása egy. A bizonyításból világos, hogy kü-
lönben az egyértelműség nem igaz.

Tekintsük az A = UΛU> spektrálfelbontást. Legyen v ∈ Rk tetszőleges,
és tekintsük az u1, . . . ,uk bázisban való kifejtését:

v =
k∑
i=1

αiui.

Ekkor, ha |v|2 =
∑k

i=1 α
2
i = 1, akkor

v>Av =
k∑
i=1

λiα
2
i ≤ λ1,

és egyenlőség pontosan akkor van, ha v = u1. Ez persze csak akkor igaz, ha
λ1 > λ2. Ha vannak egyenlő sajátértékek, akkor nincs teljes egyértelműség,
a megfelelő sajátaltérben a bázis tetszőlegesen választható.

A v pontosan akkor merőleges az u1, . . . ,u`−1 vektorok által feszített
altérre, ha α1 = . . . = α`−1 = 0. Ekkor, ha |v| = 1,

v>Av =
k∑
i=`

λiα
2
i ≤ λ`,

és egyenlőség pontosan akkor van, ha v = u`. Ezzel a tételt igazoltuk.

A 2.1 Tétel bizonyítása. Tetszőleges v ∈ Rk esetén

E(〈v,X−m〉2) = v>Σv.

Tehát a feladat a 2.2 Tételben tárgyalt maximumfeladatra egyszerűsödött.
Azt kell még észrevenni, hogy az együttes normalitás miatt 〈v,X−m〉 pon-
tosan akkor független a 〈u1,X−m〉, . . ., 〈u`−1,X−m〉 változóktól, ha

0 = E(〈ui,X−m〉 〈v,X−m〉) = λi〈v,ui〉.

Azaz a függetlenségi megkötés éppen a 2.2 Tételben szereplő merőlegességi
feltételt jelenti. Tehát minden következik a 2.2 Tételből.

2.2. Merőleges vetítés

2.3. Definíció. LegyenH egy lineáris vektortér a valós számtest felett. Ekkor
〈·, ·〉 : H×H → R belső szorzat, ha tetszőleges x, y, z ∈ H, α ∈ R esetén

16



i) 〈x, y〉 = 〈y, x〉;
ii) 〈x+ y, z〉 = 〈x, z〉+ 〈y, z〉;
iii) 〈αx, y〉 = α〈x, y〉;
iv) 〈x, x〉 ≥ 0, és pontosan akkor 0, ha x = 0.

2.4. Feladat. Legyen H = Rk, k ≥ 1. Igazoljuk, hogy 〈x, y〉 =
∑k

i=1 xiyi
belső szorzat!

Ekkor (H, 〈〉), vagy egyszerűen csak H belső szorzattér. Belső szorzatté-
ren használjuk az euklideszi terekben megszokott terminológiát. Egy x ∈ H
vektor normája ‖x‖ =

√
〈x, x〉. Az x merőleges y-ra, ha 〈x, y〉 = 0.

2.5. Állítás. Norma tulajdonságai.
i) Teljesül a háromszög-egyenlőtlenség: ‖x+ y‖ ≤ ‖x‖+ ‖y‖;
ii) ‖αx‖ = |α|‖x‖;
iii) ‖x‖ ≥ 0 és pontosan akkor 0, ha x = 0;
iv) Cauchy–Bunyakovszkij–Schwarz egyenlőtlenség: |〈x, y〉| ≤ ‖x‖ ‖y‖;
v) Paralelogramma azonosság: ‖x+ y‖2 + ‖x− y‖2 = 2‖x‖2 + 2‖y‖2.

Az első három tulajdonság a norma definiáló tulajdonsága.

2.6. Feladat. Bizonyítsuk be a fenti állítást!

A normából származik távolság, ami definiál egy konvergenciát. Akkor
mondjuk, hogy xn → x amint n → ∞ ha ‖xn − x‖ → 0. Ekkor pedig van
folytonosság.

2.7. Állítás. A norma és a belső szorzat folytonosak. Azaz, ha xn → x akkor
‖xn‖ → ‖x‖, és ha xn → x és yn → y akkor 〈xn, yn〉 → 〈x, y〉.

2.8. Feladat. Bizonyítsuk be a fenti állítást!

2.9. Definíció. Az (xn) sorozat Cauchy-sorozat, ha minden ε > 0 esetén
megadható n0, hogy bármely m,n ≥ n0 esetén ‖xn− xm‖ ≤ ε. Akkor mond-
juk, hogy a H belső szorzattér Hilbert-tér, ha benne minden Cauchy-sorozat
konvergens.

Analízisből tudjuk, hogy Rn Hilbert-tér.

2.10. Példa. Számunkra a legfontosabb Hilbert-tér a négyzetintegrálha-
tó véletlen változók tere. Legyen (Ω,A,P) egy valószínűségi mező. Legyen
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L2 = {X : Ω→ R;EX2 <∞}, azaz a véges második momentummal rendel-
kező véletlen változók. Ekkor L2 lineáris vektortér. Ezt láttuk valószínűség-
számításból, hiszen csak annyi kell, hogy X, Y ∈ L2 akkor X + Y ∈ L2. Ez
a Cauchy–Schwarz egyenlőtlenségből következik. Azt is könnyű látni, hogy
〈X, Y 〉 = E(XY ) belső szorzat.

Az már lényegesen bonyolultabb, hogy L2 Hilbert-tér. Ez majd mérték-
elméletből lesz.

2.11. Feladat. Tekintsük az előző példában látott L2 teret. Legyenek X,
X1, X2, . . . független standard normálisok, és legyen (an) determinisztikus
sorozat. Igazoljuk, hogy Sn =

∑n
i=1 aiXi pontosan akkor Cauchy-sorozat, ha∑∞

i=1 a
2
i <∞.

2.12. Definíció. AzM⊂ H lineáris altér zárt, ha minden torlódási pontját
tartalmazza. AzM ortogonális komplementere

M⊥ = {x : x ∈ H,∀y ∈M, 〈x, y〉 = 0}.

Ez azM-re merőleges altér. A belső szorzat folytonosságából azonnal adódik,
hogyM⊥ mindig zárt.

2.13. Példa. Nem minden lineáris altér zárt. Legyen H a [0, 1]-en folytonos
függvények tere. Ez Hilbert-tér a 〈f, g〉 =

∫ 1

0
f(x)g(x)dx belső szorzattal.

Ekkor a polinomok (szokásos véges fokszámú valós együtthatós) altere nem
zárt. Hát persze, a Weierstrass-féle approximációs tétel szerint minden folyto-
nos függvény közelíthető polinomokkal, azaz a polinomok alterének torlódási
pontjai éppen a folytonos függvények halmaza, azaz az egész tér.

A következő tételt nem bizonyítjuk, viszont sokszor használjuk. A lényeg,
hogy három dimenzióban értsük, hogy mi történik.

2.14. Tétel. Merőleges vetítés. LegyenM⊂ H zárt altér, és legyen x ∈ H.
Ekkor létezik egy egyértelmű x̂ ∈M, hogy ‖x− x̂‖ = infy∈M ‖x−y‖. Továbbá(

x̂ ∈M, ‖x− x̂‖ = inf
y∈M
‖x− y‖

)
⇔
(
x̂ ∈M, x− x̂ ∈M⊥) .

A második állítás mondja meg, hogy hogyan kell választani az x̂ vektort:
a különbség vektor merőleges az altérre.

TetszőlegesM zárt altér esetén legyen PM : H →M;x 7→ x̂, azM alt-
érre való merőleges vetítés. A merőleges vetítés néhány fontos tulajdonságait
tartalmazza az alábbi állítás.

2.15. Állítás. LegyenM zárt altér, és P = PM. Ekkor
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i) P (αx+ βy) = αP (x) + βP (y);
ii) Pitagorasz-tétel: ‖x‖2 = ‖Px‖2 + ‖(I − P )x‖2;
iii) ∃!u ∈M, v ∈M⊥, x = u+ v, és u = Px, v = (I − P )x;
iv) Pxn → Px valahányszor xn → x;
v) Px = x pontosan akkor, ha x ∈M;
vi) Px = 0 pontosan akkor, ha x ∈M⊥.

2.3. Lineáris regresszió véletlen regresszorral

Legyenek Y,X1, X2, . . . , Xk, k ≥ 1, véletlen változók. Keressük az Y független
változó legjobb lineáris közelítését az X = (X1, . . . , Xk)

> függő változókkal.
Pontosabban keressük az a1, . . . , ak, b valós számokat, melyekre a

E

(Y − k∑
i=1

aiXi − b

)2


minimális. Mivel E(Z − b)2 minimuma a b = EZ helyen van, ezért b =
EY −

∑
i aiEXi. Vagyis az általánosság megszorítása nélkül feltehetjük, és

fel is tesszük, hogy EY = EXi = 0 minden i-re.
Tekintsük az L2 teret a szokásos E(UV ) belső szorzattal, és legyen

M =

{
k∑
i=1

αiXi : αi ∈ R

}
= span(X1, . . . , Xk).

EkkorM zárt, hiszen véges dimenziós altér. A merőleges vetítés tétele szerint
a legjobban közelítő vektor PY , az Y merőleges vetítése azM altérre. Tehát
a feladatunk a PY meghatározása. A merőleges vetítés tétele szerint Y −
PY⊥M, ami azt jelenti, hogy

E(Y − PY )Xj = 0, minden j = 1, 2, . . . , k esetén.

Mivel PY =
∑k

i=1 aiXi valamilyen a> = (a1, . . . , ak) vektorra, ezért azt
kapjuk, hogy

0 = E

[
(Y −

k∑
i=1

aiXi)Xj

]
= Cov(Y,Xj)− a>Σ, j = 1, 2, . . . , k,

ahol Σ = Cov(X) az X = (X1, . . . , Xk)
> kovarianciamátrix.
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A d = (Cov(Y,Xi))
k
i=1 ∈ Rk jelöléssel azt kapjuk, hogy d = Σa, azaz,

amennyiben Σ nemszinguláris,

a = Σ−1d.

Ezzel beláttuk a következőt.

2.16. Tétel. Legkisebb négyzetek módszere. Az E
(

(Y −
∑k

i=1 aiXi − b)2
)

négyzetes hiba pontosan akkor minimális, ha a = Σ−1d és b = EY − a>EX.

A vetítés miatt a közelítés hibája, az `(X) =
∑

i aiXi + b jelöléssel

ε = Y −

(
k∑
i=1

aiXi + b

)
= Y − `(X),

merőleges azX1, . . . , Xk változókra, azazCov(ε,Xi) = 0, i = 1, . . . , k. Vagyis
az Y = `(X) + ε előállításban a tagok korrelálatlanok, és így

D2(Y ) = D2(`(X)) + D2(ε).

Ebből következik, hogy

Cov(`(X), Y ) = D2(`(X)).

2.17. Definíció. A Y független és az X> = (X1, . . . , Xk) függő változók
többszörös korrelációs együtthatója

rY (X1,...,Xk) = ρ(Y, `(X)) =
Cov(Y, `(X))

D(Y )D(`(X))
.

A k = 1 esetben ez éppen a két változó hagyományos korrelációja.

Némi számolással adódik, hogy

D2(ε) = D2(Y ) (1− r2).

Ez megmagyarázza az r jelentését. Ha r = 1, akkor ε ≡ 0, azaz lineáris
függvénykapcsolat van Y és X között. Ha pedig r = 0, akkor az X semmit
nem magyaráz meg az Y -ből, a két változó között nincs kapcsolat. Ekkor
a = (0, . . . , 0).

A következő állítás szerint a legkisebb négyzetes közelítés maximalizálja
a korrelációt.

2.18. Állítás. Az X1, . . . , Xk változók tetszőleges h(X) lineáris kombináció-
jára

|rY (X1,...,Xk)| = ρ(Y, `(X)) ≥ |ρ(Y, h(X))|.
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2.4. Determinisztikus változók

Determinisztikus változók esetén a modell hasonló az előző részben tárgyalt
lineáris regresszióhoz. A különbség az, hogy a magyarázó változók itt nem
véletlenek, hanem megadható (ismert, beállítható) értékek.

Jelölje Y a mért értéket, és legyen ε a mérési hiba. A modell szerint

Y = a1x1 + . . .+ akxk + ε.

A feladat az ismeretlen a = (a1, . . . , ak)
> vektor meghatározása. Különböző

mérésekhez tartozó hibákat függetleneknek (de legalább korrelálatlanoknak)
feltételezzük.

Az általános lineáris regressziós modell a következő alakú:

Y = Xa + ε, (8)

ahol Y ∈ Rn véletlen vektor, a függő változó, X = (xij)i,j ∈ Rn×k ismert
determinisztikus mátrix, a ∈ Rk ismeretlen determinisztikus vektor, ε =
(ε1, . . . , εn)> ∈ Rn véletlen vektor a hiba, melyre Eε = 0, Covε = σ2In
(néha azt is feltesszük, hogy a ε1, . . . , εn független normálisok).

Célunk az ismeretlen a vektor â becslése.

Először azt a speciális esetet vizsgáljuk, amikor k = 2. Ekkor x1 = x az
egyetlen magyarázó változó, x2 = 1 pedig konstans. A modell tehát Y =
ax + b + ε alakú. Adottak y1, . . . , yn méréseink, melyek az x1, . . . , xn ismert
mérési pontokhoz tartoznak. Ezek alapján akarjuk meghatározni az (a, b)
értékeket, melyre a négyzetes hiba legkisebb, azaz az

S(a, b) =
n∑
i=1

(yi − axi − b)2

kétváltozós függvény minimumát keressük (a, b)-ben. Az y = (y1, . . . , yn)>

∈ Rn ponthoz legközelebbi M = span(x,1) síkban levő pontot keressük. A
merőleges vetítés tétele szerint ez éppen az a PMy = αx + β1 pont, melyre
y − PMy merőlegesM-re. Tehát

〈y − αx− β1,x〉 = 0

〈y − αx− β1,1〉 = 0.

Bevezetve az X = (x,1) ∈ Rn×2 jelölést, kapjuk az

X>y = X>X(α, β)

Gauss-féle normálegyenletet.
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Az általános k-változós esetben pontosan ugyanezt csináljuk. Keressük a

n∑
i=1

(
yi −

k∑
j=1

ajxi,j

)2

függvény minimumát a = (a1, . . . , ak)
>-ban. LegyenM = span (x1, . . . ,xk),

és legyen PMy =
∑k

i=1 αixi. Ekkor a merőleges vetítés tétele szerint

〈y,xi〉 =
k∑
j=1

αj〈xi,xj〉.

Mátrix alakban ez
X>Xα = X>y

a Gauss-féle normálegyenlet. Tegyük fel, hogy X>X mátrix nemszinguláris.
Ekkor a

â =
(
X>X

)−1
X>y (9)

becslést kaptuk.

2.19. Állítás. Tegyük fel, hogy X>X nemszinguláris, és ε1, . . . , εn független
N(0, σ2) eloszlású normálisok. Ekkor â eloszlása Nk

(
a, σ2(X>X)−1

)
.

Bizonyítás. Az állítás egyszerűen következik (9) formulából és a modellre tett
(8) feltevésből. Valóban,

â =
(
X>X

)−1
X> (Xa + ε) .

Innen azonnal látjuk, hogy â normális eloszlású a várható értékkel, és a
kovarianciamátrix alakja is adódik.

Azt kaptuk, hogy â torzítatlan becslés. A bizonyításból világos, hogy ez
teljesül akkor is, ha nem tesszük fel, hogy a hibák független normálisok.

2.20. Tétel (Gauss–Markov-tétel). Tekintsük az Y = Xa + ε lineáris mo-
dellt, ahol ε1, . . . , εn független N(0, σ2) eloszlásúak, és X>X nemszinguláris.
Ekkor tetszőleges b ∈ Rk esetén b>â a leghatásosabb torzítatlan lineáris becs-
lése b>a-nak.

Bizonyítás. Legyen b ∈ Rk tetszőleges. Egy lineáris becslés c>Y alakú. Mivel
a becslés torzítatlan, ezért

b>a = E
(
c>Y

)
= c>Xa,
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azaz (b>−c>X)a = 0 tetszőleges a ∈ Rk esetén. A a = b−X>c választással
kapjuk, hogy ha c>Y egy torzítatlan becslése b>a-nak, akkor

b = X>c. (10)

Vegyük észre, hogy

b>â = b>(X>X)−1X>Y =: a>0 Y.

A szórás tulajdonságai szerint

D2(c>Y) = D2(c>ε) = σ2c>c

= σ2 (c− a0 + a0)> (c− a0 + a0)

= σ2
(
|c− a0|2 + |a0|2 + 2(c− a0)>a0

)
.

Megmutatjuk, hogy az utolsó tag 0. Ebből nyilván következik, hogy a szórás
pontosan akkor a legkisebb, ha c = a0.

A (10) formula miatt

a>0 (c− a0) = b>(X>X)−1
(
X>c−X>a0

)
= 0.

2.5. Fisher–Cochran-tétel

A Fisher–Cochran-tétel normális eloszlású véletlen vektorváltozók levetített-
jeinek eloszlását mondja meg. Először szükségünk lesz a következő állításra.

2.21. Állítás. Legyenek Aj ∈ Rk×k, j = 1, 2, . . . , `, szimmetrikus mátrixok,
melyekre

∑`
j=1Aj = Ik és

∑`
j=1 rang(Aj) = k. Ekkor A1, . . . , A` ortogonális

alterekre való merőleges vetítések mátrixai.

Bizonyítás. Vegyük észre, hogy elég ` = 2 esetén igazolni az állítást. Valóban,
ha A = A1 és B = (A2 + . . . + A`) ortogonális alterekre való merőleges
vetítés, akkor B-t megszorítva a képterére az identitást kapjuk, és az indukció
alkalmazható.

Tegyük fel tehát, hogy ` = 2 és A + B = Ik, ahol A,B szimmetrikus
mátrixok, rangjaik összege k. Mivel

k = dim(Im(A+B)) ≤ dim(Im(A)) + dim(Im(B)) = k,

így Im(A) ∩ Im(B) = 0, azaz a két altér metszete triviális.
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Mivel tetszőleges lineáris leképezés képterének és magterének dimenzió-
jának összege k, így dim(Im(A)) + ker(Im(A)) = k, ahonnan kapjuk, hogy
dim(Im(A)) = dim(Ker(B)) és dim(Im(B)) = dim(Ker(A)).

Szimmetrikus mátrixok képtere és magtere merőleges. Valóban, ha y ∈ Rk

és x ∈ Ker(A), akkor

〈Ay,x〉 = 〈y, Ax〉 = 〈y, 0〉 = 0.

Mivel az A+B = Ik, így A|Ker(B) = Id|Ker(B), ahonnan Im(A) ⊂ Ker(B).
De mivel az utóbbi két altér dimenziója egyenlő, így a két altér is megegyezik.
Tehát Im(A) = Ker(B) és fordítva, ami éppen azt jelenti, hogy A és B
merőleges alterekre való vetítések.

Ezek után kimondhatjuk a fő eredményt.

2.22. Tétel (Fisher–Cochran). Legyen X ∼ Nk(0, Ik), és Aj ∈ Rk×k, j =
1, 2, . . . , ` szimmetrikus mátrixok melyekre

Q =
k∑
j=1

X2
i =

∑̀
j=1

X>AjX =
∑̀
j=1

Qj.

Ekkor Q1, . . . , Q` pontosan akkor független χ2-eloszlású változók, ahol Qj sza-
badsági foka rang(Aj) (Qj ∼ χ2(rang(Aj))), ha

∑`
j=1 rang(Aj) = k.

Bizonyítás. Ha Q1, . . . , Q` független χ2 eloszlásúak, akkor a χ2-eloszlás defi-
níciója szerint

∑`
i=1Qi is χ2 eloszlású, és szabadsági foka a Qi-k szabadsági

fokainak összege. Na de
∑
Qi =

∑k
j=1X

2
j definíció szerint χ2(k)-eloszlású,

azaz
∑`

j=1 rang(Aj) = k.
Megfordítva, a Q =

∑
Qj egyenlőségből következik, hogy

∑
Aj = Ik.

Valóban,

X>IkX = Q =
∑̀
j=1

Qj =
∑̀
j=1

X>AjX = X>
∑̀
j=1

AjX.

Mivel X tartója a teljes Rk, ez csak úgy lehet, ha a két kvadratikus alak
megegyezik, és mivel a mátrixok szimmetrikusak, ezért Ik =

∑`
j=1 Aj (el-

lenőrizzük!). A 2.21 Állítás szerint Aj-k merőleges alterekre való ortogonális
vetítések. Ekkor AiX, i = 1, 2, . . . , `, függetlenek, hiszen

Cov(AiX, AjX) = AiEXX>A>j = 0,

és normális eloszlások esetén a korrelálatlanságból következik a függetlenség.
Végül

Qi = X>AiX = X>AiA
>
i X = ‖AiX‖2,

ami χ2 eloszlású.
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2.6. Hipotézisvizsgálat regressziós modelleknél

Visszatérünk az
Y = Xa + ε

regressziós modellhez, X ∈ Rn×k, a ∈ Rk, ahol most feltesszük, hogy ε vektor
n független N(0, σ2) normálisból áll és X>X nemszinguláris. A becslésünk
a-ra

â = (X>X)−1X>Y

alakú. Vegyük észre, hogy

P := X(X>X)−1X> ∈ Rn×n

az X oszlopvektoraira által kifeszített altérre való merőleges vetítés mátrixa.
A rezidulális hiba Y −Xâ nagysága

S2
ε = ‖Y −Xâ‖2 = (Y − PY)> (Y − PY) = Y>(In − P )Y.

Mivel â torzítatlan, így E(In−P )Y = 0. Továbbá P egy k-dimenziós altérre
való vetítés, ezért S2

ε ∼ σ2χ2(n− k). Innen adódik, hogy

σ̂2 =
S2
ε

n− k

torzítatlan becslés σ2-re.
Teszteljük azt a nullhipotézist, hogy a1 = . . . = ak = 0, azaz

H0 : a = 0 vs. HA : a 6= 0.

A nullhipotézis fennállása esetén Y = ε, azaz Y>Y ∼ σ2χ2(n). Ugyan-
akkor

Y>Y = Y>PY + Y>(I − P )Y,

így a Fisher–Cochran-tétel szerint a jobb oldalon levő két változó független
χ2 eloszlású k és n− k szabadsági fokkal. Tehát H0 fennállása esetén

F =
Y>PY/k

Y>(I − P )Y/(n− k)
∼ F(k, n− k),

azaz a tesztstatisztika F eloszlást követ. Innen számolhatunk kritikus értéket.
A mögöttes intuíció világos: ha az Sε rezidulális hiba nagy, azaz a teszt-

statisztika értéke kicsi, akkor a modell nem magyaráz semmit Y-ról, és elfo-
gadjuk a nullhipotézist. Nagy F érték esetén a hiba kicsi, azaz a modell jól
magyaráz, és elvetjük a nullhipotézist.
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Hasonlóan vizsgálható tetszőleges olyan nullhipotézis, ami csak néhány
együtthatóról tetszi fel, hogy 0.

Tekintsük az X = (X1|X2) felbontást, ahol X1 ∈ Rn×k1 és X2 ∈ Rn×k2 ,
és k1 + k2 = k. Hasonlóan a = (a1, a2)>.

Azt a nullhipotézist akarjuk tesztelni, hogy a2 = 0, azaz

H0 : a2 = 0 vs. HA : a2 6= 0.

A nullhipotézis fennállása esetén Y = X1a1 + ε. Az előzőek szerint

â1 = (X>1 X1)−1X>1 Y, X1a1 =: P1Y.

Tehát most P1 az X első k1 oszlopa által kifeszített altérre vetít. Láttuk,
hogy |Y − P1Y|2 ∼ σ2χ2(n− k1). Tekintsük az

(Y − P1Y)> (Y − P1Y) = Y>(I − P1)Y = Y>(I − P )Y + Y>(P − P1)Y

felbontást. HaH0 igaz, akkor a bal oldal σ2χ2(n−k1) eloszlású, a jobb oldalon
pedig, a Fisher–Cochran-tétel szerint egy n − k és egy k − k1 szabadsági
fokú χ2-eloszlás σ2-szerese szerepel, melyek egymástól függetlenek. Tehát H0

fennállása esetén

F =
Y>(P − P1)Y/(k − k1)

Y>(I − P )Y/(n− k)
∼ F(k − k1, n− k),

azaz a tesztstatisztika F eloszlást követ. Innen számolhatunk kritikus értéket.
Mint korábban, nagy F érték esetén elvetjük a nullhipotézist.

Azt, hogy mennyire jól magyaráz a modell az R2 érték mondja meg. Ha ez
1-hez közel van, akkkor a modell jól magyaráz, ha 0-hoz van közel, akkor pedig
nincs erős függés a magyarázó változók és a függő változó között. Vezessük
be a Ŷ = Xâ és ε̂ = Y− Ŷ jelölést. Ekkor a reziduális hibák négyzetösszege

S2
ε = ‖Y −Xâ‖2 =

n∑
i=1

ε̂2
i .

A teljes négyzetösszeg

S2
tot =

n∑
i=1

(Yi − Y )2,

ahol Y = n−1
∑n

i=1 Yi a mintaátlag. Ekkor

S2
tot =

n∑
i=1

(Yi − Y )2 =
n∑
i=1

(Ŷi − Y )2 +
n∑
i=1

ε2
i .

Legyen

R2 = 1− S2
ε

S2
tot

=

∑n
i=1(Ŷi − Y )2∑n
i=1(Yi − Y )2

.

26



2.7. Varianciaanalízis

Egyszempontos. Vetítés explicit formában. Kétszempontos, interakció. Hipo-
tézisvizsgálat.
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